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	  How	  do	  people	  determine	  which	  elements	  of	  
a	  set	  are	  most	  representa4ve	  of	  that	  set?	  



	  	  



Representa4veness	  

•  Judgment	  and	  Decision	  Making:	  
Representa)veness	  Heuris)c	   	  	  
	   	   	   	   	   	   	  (Kahneman	  and	  Tversky,	  1972)	  

	  
•  Categoriza4on:	  Typicality	  
	   	   	   	   	   	   	  (Mervis	  and	  Rosch,	  1981)	  



Proposals	  

	  	  
	  data	  d	  is	  representa4ve	  of	  a	  hypothesized	  
process	  or	  concept,	  h,	  if	  it	  is	  similar	  to	  the	  
observa4ons	  h	  typically	  generates	  

•  Similarity	  
•  Likelihood	  
•  Bayesian	  

	  



Bayesian	  measure	  

	  
	  Good	  example	  of	  a	  concept	  -‐	  one	  that	  best	  
provides	  evidence	  for	  the	  concept	  rela4ve	  to	  
possible	  alterna4ves	  
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(Tenenbaum	  and	  Griffiths,	  2001)	  



Bayesian	  measure	  

	  
d	  =	   	  	  
	  
	  
h1	  =	  “fair	  coin”	  ,	  P(h1)	  =	  0.9	  
h2	  =	  “two-‐headed	  coin”,	  P(h2)	  =	  0.05	  
h3	  =	  “weighted	  coin	  –	  heads	  3/5”,	  P(h3)	  =	  0.05	  
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R(HHHHH,h1)	  =	  -‐2.85	  

HHTHT	  is	  more	  representa<ve	  of	  a	  fair	  coin	  than	  HHHHH	  



Limita4ons	  

	  
•  Requires	  pre-‐defined	  concept/hypotheses	  
	  
	  	  

•  Simple,	  ar4ficial	  s4muli	  
	  	  

	  
	  



Limita4ons	  

	  
•  Requires	  pre-‐defined	  concept/hypotheses	  
	  Extend	  measure	  to	  sets	  of	  objects	  -‐	  with	  
concepts	  generated	  on	  the	  fly	  
	  	  

•  Simple,	  ar4ficial	  s4muli	  
	  Evaluate	  on	  large	  database	  of	  naturalis<c	  
s<muli	  
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Representa4veness	  with	  Sets	  
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Representa4veness	  with	  Sets	  
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for	  a	  set	  of	  items	  Ds	  =	  {x1	  ,	  …	  ,	  xN}	  ⊂ D	  
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for	  a	  set	  of	  items	  Ds	  =	  {x1	  ,	  …	  ,	  xN}	  ⊂ D	  

…	  but	  how	  do	  we	  compute	  this	  efficiently?	  



	  



	  

“condiments”	  



Bayesian	  Sets	  
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Given	  a	  data	  collec4on	  D	  and	  a	  subset	  of	  items	  Ds	  =	  {x1	  ,	  …	  ,	  xN}	  
represen4ng	  a	  concept,	  rank	  an	  item	  x*	  ∊ { D \Ds }	  
	  	  

(Ghahramani	  and	  Heller,	  2005)	  
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Given	  a	  data	  collec4on	  D	  and	  a	  subset	  of	  items	  Ds	  =	  {x1	  ,	  …	  ,	  xN}	  
represen4ng	  a	  concept,	  rank	  an	  item	  x*	  ∊ { D \Ds }	  
	  	  

for	  sparse	  binary	  data,	  can	  be	  computed	  efficiently	  as	  
a	  single	  matrix-‐vector	  mul?plica?on	  



Representa4veness	  and	  Bayesian	  Sets	  	  
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Representa4veness	  and	  Bayesian	  Sets	  	  
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Outline	  

•  Representa4veness	  and	  Bayesian	  Sets	  

•  Applica4on	  to	  a	  large	  image	  database	  

•  Empirical	  Evalua4on	  



	  How	  do	  people	  determine	  which	  images	  of	  a	  
labeled	  set	  are	  most	  representa4ve	  of	  that	  set?	  



abstract	  
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(Heller	  and	  Ghahramani,	  2006)	  



	  	  50	  labeled	  sets	  depic4ng	  unique	  categories,	  with	  
	  varying	  numbers	  of	  images	  per	  set	  (mean=264)	  
	  	  
	  Images	  are	  represented	  as	  240-‐D	  feature	  vectors:	  	  
	   	  48	  Gabor	  texture	  features	  
	   	  27	  Tamura	  texture	  features	  
	   	  165	  color	  histogram	  features	  

	  
	  Post-‐processed	  through	  binariza4on	  stage	  

	  
(Heller	  and	  Ghahramani,	  2006)	  



Representa4veness	  framework	  

	  input:	  a	  set	  of	  items,	  Dw,	  for	  a	  par4cular	   	  
	  	  	  	  	  	  	  category	  label	  w	  

	  for	  each	  item	  xi	  ∈	  Dw	  do	  	  
	   	  let	  Dwi	  =	  {	  Dw	  \	  xi	  }	  
	   	  compute	  	  	  	  score(	  xi	  	  ,	  Dwi	  )	  
	  end	  for	  
	  rank	  items	  in	  Dw	  by	  this	  score	  
	  output:	  ranked	  list	  of	  items	  in	  Dw	  
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Top	  9	   BoEom	  9	  



 
 
 
 
 
 
 
“mountains”	  

Top	  9	   BoEom	  9	  
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Models	  of	  Representa4veness	  

Bayesian	  Model	  
	  
Likelihood	  Model	  

Prototype	  Model	  

Exemplar	  Model	  
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Method	  

	  Par?cipants:	  500	  (10	  per	  category)	  via	  Amazon	  MT	  

	  S?muli:	  Union	  of	  top	  10	  and	  bo>om	  10	  ranked	  
images	  per	  category,	  for	  each	  model*	  	  

	  
	  
	  
	  

	   	   	   	   	  *(excluding	  Exemplar	  model)	  	  



	  	  
	  
	  
	  
	  

	  
	  
	  
	  
	  



 
 *

*



Spearman	  rank-‐order	  correla4on	  

	  how	  well	  the	  actual	  scores	  from	  the	  models	  fit	  
with	  the	  en4re	  set	  of	  human	  judgments	  

	  Bayesian	  model	   	  (ρ	  =	  0.352)*	  
	  Likelihood	  model	   	  (ρ	  =	  0.220)	  
	  Prototype	  model	   	  (ρ	  =	  0.160)	  
	  Exemplar	  model	   	  (ρ	  =	  0.212)	  



Summary	  

•  Extended	  an	  exis4ng	  Bayesian	  model	  of	  
representa4veness	  to	  handle	  sets	  of	  items	  

•  Showed	  rela4onship	  to	  Bayesian	  Sets	  and	  
exploited	  this	  to	  evaluate	  on	  a	  large	  database	  
of	  naturalis4c	  images	  

•  Results	  provide	  strong	  evidence	  for	  this	  
characteriza4on	  of	  representa4veness	  



Summary	  

	  Closer	  integra4on	  of	  methods	  from	  cogni4ve	  
science	  and	  machine	  learning	  

	  
	  ⇨  first	  quan4ta4ve	  comparison	  of	  Bayesian	  

	  Sets	  algorithm	  to	  human	  judgments	  
	  

 ⇨  first	  evalua4on	  of	  Bayesian	  measure	  of	  
	  representa4veness	  in	  context	  of	  a	  real	  
	  applied	  problem	  



Ques4ons?	  
	  
joshua.abbo>@berkeley.edu	  
	  
Bayesian	  Representa4veness:	  
	  J.B.	  Tenenbaum	  and	  T.	  L.	  Griffiths.	  The	  ra4onal	  basis	  of	  
representa4veness.	  Proceedings	  of	  23rd	  CogSci	  (2001)	  

	  

Bayesian	  Sets:	  
	  Z.	  Ghahramani	  and	  K.	  A.	  Heller.	  Bayesian	  Sets.	  NIPS	  (2005)	  

	  K.	  A.	  Heller	  and	  Z.	  Ghahramani.	  A	  simple	  Bayesian	  framework	  for	  content-‐

based	  image	  retrieval.	  IEEE	  CVPR	  (2006)	  
	  	  

CoCoSci	  @	  Berkeley	  



Extra	  Slides	  
	  	  



Finding	  Outliers	  in	  Sets	  

	  Take	  an	  image	  from	  one	  category	  and	  inject	  it	  
into	  all	  other	  categories,	  run	  algorithms	  and	  
see	  where	  it	  ranks	  
	  	  
	  Model 	   	  	  	  	  	  	  	  	  Avg.	  Pos. 	  	  	  	  	  	  	  S.E.	  
	  Bayesian	   	   	  0.805 	  	  ∓ 0.014	  
	  Likelihood 	   	  0.779 	   ∓ 0.013	  
	  Prototype 	   	  0.734 	   ∓ 0.015	  
	  Exemplar 	   	  0.734 	   ∓ 0.016	  



	  



	  

“democra?c”,	  “US	  President”	  

“current”,	  “world	  leader”	  
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Assume	  each	  item	  xi	  ∊ D	  is	  represented	  as	  a	  binary	  feature	  vector	  
xi	  =	  (xi1,	  …,	  xiJ)	  where	  xij	  ∊ {0,1}	  and	  defined	  under	  a	  model	  in	  which	  
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Bayesian	  Sets	  
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Image	  features	  
Texture	  features	  (75):	  
We	  represent	  images	  using	  two	  types	  of	  texture	  features,	  48	  Gabor	  texture	  
features	  and	  27	  Tamura	  texture	  features.	  We	  computed	  coarseness,	  contrast	  and	  
direc4onality	  Tamura	  features,	  	  for	  each	  of	  9	  (3x3)	  4les.	  We	  applied	  6	  scale	  
sensi4ve	  and	  4	  orienta4on	  sensi4ve	  Gabor	  filters	  to	  each	  image	  point	  and	  
compute	  the	  mean	  and	  standard	  devia4on	  of	  the	  resul4ng	  distribu4on	  of	  filter	  
responses.	  
	  
Color	  features	  (165):	  
Computed	  HSV	  3D	  histogram	  with	  8	  bins	  for	  H	  and	  5	  each	  for	  value	  and	  
satura4on.	  The	  lowest	  value	  bin	  was	  not	  par44oned	  into	  hues	  since	  these	  are	  
hard	  to	  dis4nguish.	  
	  
Binariza?on:	  
Each	  feature	  was	  binarized	  by	  compu4ng	  the	  skewness	  of	  the	  distribu4on	  of	  that	  
feature	  and	  giving	  a	  binary	  value	  of	  1	  to	  images	  falling	  in	  the	  20	  percen4le	  of	  the	  
heavier	  tail	  of	  the	  feature	  distribu4on.	  	  
	  
	  


